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Abstrak

Jerawat (Acne Vulgaris) merupakan masalah utama yang sulit untuk dihindari pada
masyarakat daerah perkotaan, seperti Jakarta dan sekitarnya. Penyebab utama dari jerawat yaitu
tingginya polusi udara yang disebabkan oleh hasil pembakaran transportasi dan sektor industri.
Sisa pembakaran ini umumnya mengandung PM (Particulate Matter) dengan ukuran yang cukup
kecil (PM2.5 dan PM10) yang mampu masuk ke dalam kulit melalui pori-pori dan bereaksi
dengan beberapa senyawa diudara sehingga menyebabkan banyak permasalahan kulit lainnya.
Penelitian ini berfokus pada pendeteksian jerawat dengan menggunakan model Deep Learning,
yaitu YOLOv5. YOLOVS dilatih dengan menggunakan tiga optimizer berbeda (SGD, Adam,
dan AdamW) sebanyak 100 epochs. Setelah dilakukan pelatihan, didapatkan hasil F1-score
dengan optimizer SGD sebesar 43%, Adam 39%, dan AdamW sebesar 40%. Pada penelitian ini,
optimizer SGD memiliki nilai F1 tertinggi sehingga dijadikan sebagai optimizer teroptimum
yang dapat digunakan pada permasalahan di penelitian ini.

Kata kunci—Jerawat, Acne Vulgaris, PM2.5, YOLOVS, Deep Learning

Abstract

Acne (Acne Vulgaris) is a major problem that is difficult to avoid in urban areas, such
as Jakarta and its surroundings. The main cause of acne is the high air pollution caused by the
combustion of the transportation and industrial sectors. This combustion residue generally
contains PM (Particulate Matter) with a fairly small size (PM2.5 and PM10) which is able to
enter the skin through the pores and react with several compounds in the air, causing many
other skin problems. This study focuses on detecting acne using the Deep Learning model,
namely YOLOvS. YOLOvS was trained using three different optimizers (SGD, Adam, and
AdamW) for 100 epochs. After the training, the F1-score with the optimizer SGD was 43%,
Adam was 39%, and AdamW was 40%. In this study, the SGD optimizer has the highest F'1
value so that it is used as the optimal optimizer that can be used in the problems in this study.
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1. PENDAHULUAN

Tingginya tingkat produktivitas industri Indonesia di berbagai sektor menimbulkan
berbagai produk dengan pengembangan dan inovasi baru bermunculan. Selaras dengan
peningkatan produktivitas ini, akumulasi limbah yang dibuang ke lingkungan juga terus
bertambah. Polutan udara merupakan satu dari beberapa limbah yang dihasilkan oleh
peningkatan produktivitas industri ini, satu diantaranya yaitu polutan PM2.5 dan PM10. PM
(Particulate Matter) merupakan partikel-partikel kecil yang ada di udara yang berasal dari sisa
pembuangan dan pembakaran. Sebanyak kurang lebih 43%-46% PM2.5 dan PM10 berasal dari
buangan transportasi dan pembakaran industri [1]. Rata-rata konsentrasi polutan PM2.5
Indonesia pada tahun 2021 bernilai sebesar 6.9 kali lebih tinggi dari panduan kualitas udara
WHO sehingga Indonesia menjadi negara dengan kualitas udara terburuk ke-17 di dunia [2].
Selain itu, Indonesia mencapai kasus konsentrasi PM2.5 tertinggi dengan konsentrasi PM2.5
sebesar 34.3 mikron/m3 [3]. Dengan ukurannya yang cukup kecil, yaitu kurang dari 2.5
mikrometer, PM2.5 memungkinkan untuk masuk ke dalam kulit melalui pori-pori atau celah
dari rambut halus di kulit karena kulit merupakan organ pertama yangn akan menjadi kontak
langsung dengan lingkungan luar [4]. Selain itu, PM2.5 mampu bereaksi dengan beberapa
senyawa, seperti Nitrogen Oksida (NOx), Sulfur Dioksida (SO2), dan Karbon Monoksida (CO),
sehingga membentuk Aryl Hydrocarbon Receptor (AhR) yang menjadi penyebab utama
permasalahan kulit, seperti penuaan, kerutan, perubahan pigmentasi kulit, jerawat, hingga
kanker. Diketahui tiap kenaikan 10 pg/m3 PM2.5 akan menambah sekitar 1,71% pasien
berjerawat dalam kurun waktu 0-7 hari dengan rasio pasien berumur di atas 25 tahun lebih
tinggi dibanding di bawah 25 tahun, baik pria maupun wanita. Hal ini menjadikan jerawat
masalah utama yang sering dialami oleh banyak orang [5]. Pada penelitian kali ini, akan
membahas mengenai deteksi jerawat dengan menggunakan model Deep Learning [6]-[9].

2. METODE PENELITIAN

2.1 Dataset

Dataset yang kami gunakan berasal dari website resmi Dermnetnz [10], yaitu sebanyak
243 gambar berisikan jerawat pada area facial. Selanjutnya gambar-gambar ini kami proses
menggunakan platform Roboflow [11] sehingga kami dapat menandai bagian-bagian spesifik,
yaitu bagian yang mengandung jerawat, dengan menggunakan Bounding-Boxes [12]. Dengan
menggunakan Bounding-Boxes ini kami dapat melatih model yang kami buat agar dapat lebih
mengefisiensikan proses pelatihan.

Gambar 2 Dataset setelah Bounding-Box
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2. 2 Yolo

Yolo merupakan satu dari beberapa arsitektur Deep Learning yang berfokus pada
Object Recognition (pengenalan obyek) dengan memanfaatkan metode bounding boxes. Yolo
pertama kali diperkenalkan oleh Joseph Redmon, dkk., pada tahun 2015 dalam papernya “you
only look once: unified, real-time object detection” [13]. Pada dasarnya YOLO menggunakan
arsitektur R-CNN (Regional Convolutional Neural Network) dengan memanfaatkan metode
bounding boxes. Metode ini akan melokalisasi serta mengklasifikasi bagian-bagian gambar
yang dipilih secara acak pada gambar. Bagian-bagian yang memiliki nilai-nilai tertinggi pada
saat lokalisasi akan disimpan sebagai hasil deteksi.

Pada dasarnya YOLO memanfaatkan single neural network dalam arsitekturnya yang
digunakan untuk menggabungkan proses klasifikasi yang pada model-model lainnya dilakukan
secara terpisah. Pendekatan ini menghasilkan algoritma pengenalan obyek lebih cepat dari
model-model lainnya sehingga YOLO mampu mengalahkan model-model sebelumnya [8], [14],
[15]. Redmon, dkk., berhasil mengembangkan YOLO hingga ke versi YOLOvV3 [7]dengan
kemampuan pengenalan obyek realtime yang sangat cepat dan juga ringan untuk dijalankan.
Namun, karena diketahui modelnya digunakan oleh pihak-pihak yang kurang bertanggung
jawab hingga ke ranah militer, Redmon, dkk., memutuskan untuk tidak mengembangkan YOLO
serta memberhentikan riset yang berhubungan dengan Computer Vision guna mencegah
disalahgunakannya hasil penelitian tersebut [16].

Beberapa peneliti tetap mengembangkan model YOLO hingga saat ini banyak variasi-
variasi baru YOLO, seperti YOLOv4 [9] yang dikembangkan oleh Alexey Bochkovskiy, dkk.,
yang berfokus pada pengembangan fitur-fitur baru yang dicoba untuk diterapkan pada YOLO.
Selain itu, YOLOvVS [17] juga berhasil dikembangkan oleh Glenn Jocher pada tahun 2020
dengan menggunakan framework yang berbeda, yaitu framework pytorch.

Penelitian ini berfokus pada penggunaan YOLOvV5 dengan jenis model YOLOvV5S
(YOLOvS — Small) yang ditujukan secara khusus untuk kategori jerawat.Secara umum,
YOLOVS memiliki arstektur seperti gambar di atas. Namun dikarenakan sumber daya yang
digunakan untuk penelitian memiliki keterbatasan, peneliti memilih untuk menggunakan
YOLOv5s karena memiliki struktur yang lebih sederhana. Pada penelitian ini, peneliti
menggunakan Laptop dengan konfigurasi prosesor AMD Ryzen 9 5900HS, RAM 16 GB, dan
pemrosesan grafis NVIDIA GeForce RTX 3050 dengan dukungan CUDA. Selain itu,
konfigurasi yang digunakan pada model secara umum, yaitu image-size 618x618, batch-size 16,
100 epochs, patience 100.
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Gambar 4 Arsitektur YOLOvV5s

2. 3 Algoritma Optimisasi

Tujuan utama dari pembuatan suatu model machine learning yaitu untuk mendapatkan
suatu model yang teroptimisasi dengan baik sehingga mampu menghadapi permasalahan yang
dihadapi, baik pernah diselesaikan maupun permasalahan-permasalahan baru yang belum
terselesaikan. Hal ini mampu dicapai dengan memanfaatkan algoritma optimisasi. Setidaknya
ada dua cara yang dapat digunakan untuk mencapai model optimum, yaitu dengan
menggunakan pendekatan empirical risk minimization [18], [19] dan metode gradient descent
[20], [21]. Pada penelitian ini, peneliti menggunakan pendekatan gradient descent untuk
mengoptimisasi model yang dilatih. Metode gradient descent bertindak sebagai barometer pada
proses pelatihan model machine learning dengan tujuan untuk meningkatkan akurasi dengan
membarui parameter yang digunakan setiap kali melakukan iterasi [22]. Ada dua komponen
utama penyusun gradient descent, yaitu learning rate [23], [24] dan cost function [25]-[28].
Learning rate (Gradient Descent Step) merupakan langkah yang digunakan untuk mencapai titik
minimum (local minimum maupun global minimun). Umumnya learning rate bernilai cukup
kecil, namun nilainya harus disesuaikan agar mampu mencapai tujuan yang diinginkan. Jika
nilai learning rate terlalu besar, maka model akan kesulitan untuk mencapai nilai minimum
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karena titik yang dituju bisa saja terlewatkan, sebaliknya jika terlalu kecil, kemungkinan model
kesulitan dalam mencari titik terendah tersebut karena hanya mengalami sedikit perubahan serta
memori yang dibutuhkan untuk melakukan pelatihan akan menjadi sangat besar.

Selain itu, cost function (dikenal juga loss function) digunakan untuk mengukur difference

atau error antara nilai sebenarnya dari y dengan nilai prediksi model. Pengukuran ini dilakukan
untuk memberikan feedback kepada model sehingga parameter yang digunakan dapat
disesuaikan dengan cara meminimalisir nilai error tersebut. Pada penelitian ini, peneliti
menggunakan 3 metode gradient descent yang digunakan untuk mengoptimisasi model yang
dilatih.

2. 3. 1 Stochastic Gradient Descent (SGD)
ada gradient descent [29], formula yang digunakan menggunakan metode sum untuk
menghitung jumlah residual. Residual merupakan selisih antara label sebenarnya dengan label
prediksi. Tujuan perhitungan nilai residual ini yaitu untuk tau seberapa besar error yang
didapatkan, sehingga tingkat error ini dapat diminimalisir dengan optimum.
= €Y)
Sum of squared residuals = Z (v — 9)?
n=1
Nilai error ini dapat diminimisasi dengan menggunakan gradiennya. Oleh sebab itu
diperlukan derivasi dari formula sum of squared residuals ini. Namun, untuk permasalahan
optimisasi yang datanya sangat besar (big data), formula ini dapat dikatakan sebagai high cost
karena memerlukan banyak memori untuk menyimpan data dan juga menghitung jumlah semua
data sehingga menjadi kurang efisien. Permasalahan ini dapat ditanggulangi dengan
menggunakan nilai acak (stokastik) pada data yang dimiliki.

wl*h = W' —a Vf, (w") )

Pemilihan nilai acak [30], [31] ini dapat mengurangi kebutuhan memori dari proses
penjumlahan sebelumnya. Pada (2), proses dilakukan untuk mengupdate kemiringan baru.
Proses ini dilakukan berulangkali secara iteratif seperti gradient descent pada umumnya
sehingga mampu ditemukan titik optimum dari model yang dilatih tersebut[32]. Walaupun dapat
dikatakan lebih cepat dan minim kebutuhan memori, SGD tetap memiliki konsekuansi dari
pengurangan kompleksitas ini, yaitu adanya non-zero gradient noise[29].

2. 3. 2 Adaptive Moment Estimation (Adam)
Adam [33], [34] merupakan algoritma gabungan dari algoritma RMSProp dan

Momentum dengan menyimpan learning rate RMSProp dan weight dari rerata momentum [35],
[36].

oL
m; = pym; + (1— /31)£ @
OL\? “4)

v = Bovi + (1= Br) (ﬁ)

Parameter-parameter (3) dan (4) akan mengalami bias saat mendekati 1, terlebih jika
inisialisasi time steps dan decay rates yang sangat kecil. Oleh karena itu, dibutuhkan bias-
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corrected dan moment estimate dengan membagi parameter (3) dan (4) dengan selisih antara 1
dengan decay factor.

_ M &)
1-p
1- 5

Author dari Adam itu sendiri menyarankan nilai untuk beta-1 adalah 0.9, beta-2 0.999,

dan untuk epsilon yaitu 10"-8. Setelah di dapatkan nilai optimum dari parameter (3) dan (4),

formula dari Adam dapat dikalkulasi sebagai berikut:

3

(6)

<>

Gi = Hi - a T/ﬁ. (7)
Vi+ €

Berdasarkan formula dari Adam tersebut, diketahui Adam menggunakan basis
RMSProp tetapi dengan pengestimasian gradien melalui metode momentum. Tujuan dari
kombinasi ini yaitu untuk meningkatkan kecepatan pelatihan. Dengan metode ini Adam berhasil
mengalahkan algoritma-algoritma optimisasi sebelumnya pada tahap pelatihan ataupun pada
eksperimen-eksperimen lainnya. Namun, Adam menggunakan hyperparameter baru yang dapat
mempersulit hyperparameter tuning ketika permasalahan yang dihadapi semakin kompleks.

2. 3. 3 Adaptive Moment Estimation Weight Decay (AdamW)
AdamW [37], [38] merupakan metode optimisasi stokastik yang memodifikasi fungsi

spesifik pada Adam dengan cara memisahkan weight decay (regularization) dari gradient
update-nya. Weight decay (regularization) merupakan teknik regularisasi yang diterapkan
kepada weight neural network untuk mencegah adanya overfitting.

1 (®)
6t+1,i = Gt,i - n \/,\—
Do+ €

. ﬁ\lt + Wt,igt,i> ) Vt

2. 4. Evaluasi

Evaluasi pada penelitian ini menggunakan confusion matrix[39]. Confusion matrix
merupakan matriks yang ditujukan untuk mengukur seberapa baik suatu model klasifikasi yang
telah dilatih. Komponen utama dari confusion matrix yaitu true positif (TP), false positif (FP),
true negative (TN), dan false negative (FN).

Prediction
< O Fp s

i [Fefse Pasitive) ; _-y‘ﬁ'\geﬂgg’-_ﬁﬁﬁ{? ]

Gambar 5 Confusion Matrix
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Pada confusion matrix, dapat dilihat beberapa nilai yang dapat mengukur seberapa baik
suatu model yang dihasilkan, yaitu dengan menggunakan accuracy, recall, precision, dan F1-
Score [40]-[42].

TP+TN )

A = -
ceuracy Total Prediksi

Nilai accuracy mengukur seberapa benar model memprediksikan klasifikasi suatu label
terhadap jumlah dari data yang digunakan saat prediksi.
TP (10)

Recall = ———
eCat = TP ¥ FN

Recall mengukur seberapa baik model dengan melihat berapa banyak klasifikasi yang
benar dan yang benar dianggap salah.
TP (11)

p P —
recision —TP T FP

Sedangkan precision mengukur model dengan membandingkan jumlah klasifikasi yang
benar sesuai dengan ground truth dengan jumlah prediksi benar.
Precision * Recall) (12)

F1-S =
core =2 (Precision + Recall

Setelah didapatkan nilai recall dan precision, perbandingan antar keduanya dapat
dibandingkan dengan menggunakan F1-score yang merata-ratakan harmoniknya.

3. HASIL DAN PEMBAHASAN

Pada penelitian ini, model YOLOVS yang digunakan merupakan model YOLOVSs,
yaitu model YOLOVS versi small. Penggunaan YOLOvVSs ini dikarenakan adanya keterbatasan
sumber daya komputer peneliti. Namun, penggunaan YOLOVSs ini tidak mengganggu aktivitas
penelitian, hanya saja arsitektur model yang digunakan lebih sederhana daripada model
YOLOVS versi lainnya. Ukuran gambar yang kami gunakan memiliki ukuran 618x618 pixel,
dengan batch size sebesar 16. Iterasi (epochs) yang diterapkan sebanyak 100 epochs, dengan
menggunakan model CUDA sehingga memanfaatkan kemampuan pemrosesan grafis. Setelah
dilakukan pelatihan sebanyak 100 epochs pada model dengan menggunakan 3 jenis optimizer
berbeda (SGD, Adam, dan AdamW), didapatkan bahwa rerata precision dan recall:

Tabel 1 Perbandingan Hasil Training YOLOvSs

Model Optimizer Precision Recall
SGD 36,078 % 33,566 %
YOLOvS5s Adam 31,452 % 32,839 %
AdamW 32,802 % 33,573 %

Rerata tertinggi precision diraih oleh model dengan optimizer SGD, namun jika dilihat
dari rerata recall, AdamW memiliki nilai tertinggi dibandingkan dengan optimizer lainnya. Nilai
tertinggi dari precision dan recall yang didapatkan yaitu sebesar 49,079% dan 42,883% yang
didapatkan dengan menggunakan optimizer AdamW.
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Gambar 6 1;erbandingan Precision

SGD
Adam
Adamw

[} -

Gambar 7k Perbandingan-hRecall
Untuk dapat membandingkan tiap optimizer, dilakukan perhitungan dengan

menggunakan F1-Score pada tiap model dengan optimizer tersebut. Hasil dari perhitungan F1-
Score yaitu:
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Terlihat dari masing-masing grafik, SGD memiliki F1-Score tertinggi dengan nilai 43%.
Dapat dipastikan bahwa optimizer SGD lebih baik digunakan dibandingkan dengan optimizer
Adam dan AdamW. Selain itu, AdamW lebih baik untuk digunakan dibandingkan dengan Adam
walaupun nilai keduanya tidak berbeda jauh secara signifikan. Beberapa contoh hasil rekognisi
dari pelatihan dapat dilihat pada gambar di bawah ini.
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dengan optimizer SGD dengan optimizer Adam dengan optimizer AdamW

4. KESIMPULAN

Pemanfaatan teknik bounding-box dirasa membantu dalam proses pelatihan model yang
digunakan. Model YOLOVS5s yang dilatih dengan menggunakan iterasi sebanyak 100 epochs
dan memanfaatkan teknologi CUDA menghasilkan nilai yang menjanjikan. Terlihat dalam
analisis, dengan menggunakan tiga optimizer yang berbeda, model tersebut mampu mendeteksi
jerawat yang ada pada wajah di gambar yang diberikan. Dari ketiga optimizer yang digunakan,
terlihat SGD (stochastic gradient descent) memiliki nilai F1 tertinggi, yaitu 43%, dibandingkan
dengan Adam dan AdamW yang hanya mendapatkan nilai 39% dan 40%. Dari penilaian F1 ini,
SGD dapat dikatakan sebagai optimizer teroptimum yang memungkinkan untuk digunakan pada
permasalahan kali ini. Kedepannya, penelitian ini diharapkan mampu mengenali jerawat dengan
lebih optimum. Selain itu, mampu dilatih dan diterapkan pada mobile maupun edge devices.
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